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Sesion 6
Modelos estrella, copo de nieve y
tips de modelado



Logro de aprendizaje

Al finalizar la sesion, lograras:

Construir un modelo estrella o copo de nieve para un caso universitario, identificando hechos,
dimensiones y relaciones.

Reconocer errores comunes de cardinalidad, redundancia y propagacion de filtros en Power BI.

Usar Gemini como auditor del modelo para cuestionar relaciones y proponer mejoras que luego
deben ser evaluadas con criterio.
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Contenido:

1. Introduccion

2. Modelo de datos tipo estrella

| 3. Modelo de datos tipo copo de nieve
‘ 4. Actividad grupal

5. Tips de modelado de datos

6. Modelo de datos tipo copo de nieve
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Introduccion



. Qué es un modelo estrella?

Definicion:

||i._T

e Proceso de estructuracion y organizacion de datos para
su analisis.

N esss———
e Involucra la creacion de tablas y la definicion de — »‘ ‘ g
= | cE—
)

relaciones entre ellas.

Importancia: ) )
e Facilita la comprension y el analisis de grandes — o —
volumenes de datos. ’ —
e Mejora la precision y eficiencia de los informes y —>
dashboards.
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Modelo de datos tipo estrella



. Qué es un modelo estrella?

e Un modelo estrella organiza el analisis alrededor de una
tabla de hechos central.

e Las dimensiones se conectan directamente a esa tabla
para aportar contexto.

En nuestro caso universitario, el hecho por ejemplo es la
matricula: quién se matriculd, en qué curso, cuando y con qué
resultado.
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. Qué es un modelo estrella?

Dim_Estudiantes

PK ID_Estudiante FaCt—MatrICUIaS 1 PK ID_Periodo

+ Programa PK ID_Matricula * Afo
 Facultad + |ID_Estudiante + Semestre
* Cohorte i * ID_Curso
» ID_Periodo
» ID_Docente
+ Creditos
PK ID_Curso * Asistencia_% PK ID_Docente
+ Curso 1 4 - Departamento
* Departamento » Categoria

e Creditos
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Componentes del Modelo Estrella

DIMENSION

Tabla de Hechos

Contiene métricas numéricas que se analizan (como ventas,
ingresos, cantidad vendida, etc.). Suele estar relacionada con
tablas de dimensiones a través de claves foraneas.

DIMENSION
[ Producto

Tablas de Dimensiones

Contienen atributos descriptivos que proporcionan contexto a
los datos de la tabla de hechos (como producto, cliente,
tiempo, etc.).

DIMENSION
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Componentes del modelo estrella (ejemplo)

La tabla de hechos registra el evento; la dimension describe una de las perspectivas desde las que
queremos analizarlo.

ID_Matricul ID_Estudian . 1 . Asistencia_

a te ID_Curso ID_Periodo ID_Docente Créditos Nota_Final Y
(1]

Matematica

MOO1 E023 C145 2026-1 D018 4 15.8 92% C098 Basica Matematicas Presencial
MO002 E104 C145 2026-1 D018 4 12.5 81% C145 E\;}f‘c‘:jzca Economia 4 Presencial
M003 E087 c210 2026-1 D044 3 9.2 68% c182 :,\gicroeconom Economia 4 Hibrida
M004 E023 C098 2026-1 D015 3 14.0 89% C210 :nves“gadén Psicologia 3 Hibrida
M005 E115 C145 2026-1 D018 4 1.3 74%
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Tabla de hechos
La tabla de hechos es el corazén del modelo porque

registra el evento que queremos analizar. _
PK ID_Matricula

* ID_Estudiante (FK)

e En este caso, una fila representa una matricula de » ID_Curso (FK)
un estudiante en un curso y periodo. * ID_Periodo (FK)
* ID_Docente (FK)
: * Creditos
e Incluye las llaves que conectan con estudiantes, Mot Fina
* Nota_Fina

cursos, periodos y docentes. _ ,
» Asistencia_%

e Contiene medidas que pueden resumirse: creéditos,
nota final, asistencia, etc.

Preguntas tipicas:

e ;Cuantas matriculas?
e ;Nota promedio?
e ;Asistencia promedio?

Data Driven Decisions




Tablas de dimensiones
Las dimensiones describen el contexto del hecho y

contienen los atributos con los que queremos filtrar,

agrupar o comparar. PK ID_Estudiante PK ID_Curso
* Programa » Curso
* Facultad * Departamento

e Dim_Estudiantes: programa, facultad, cohorte. . Cohorte . Modalidad

e Dim_Cursos: curso, departamento, créditos,
modalidad.

e Dim_Periodos: ano, semestre. ! ! !
Dim_Periodos Dim_Docentes

e Dim_Docentes: departamento, categoria.

PK ID_Periodo PK ID_Docente
* Afo * Departamento
* Semestre » Categoria
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Normalizacion vs. desnormalizacion

Normalizar significa separar atributos repetitivos en tablas relacionadas y conservar en la tabla
principal las llaves que los identifican.

Ejemplo normalizado: Fact_Matriculas almacena ID_Curso, no repite los datos descriptivos del curso en cada

matricula.
ID_Matricula ID_Estudiante ID_Curso ID_Periodo ID_Docente Nota_Final Asistencia_%
MO0O01 E023 C145 2026-1 D018 15.8 92%
M002 E104 C145 2026-1 D018 12.5 81%
M003 E087 C210 2026-1 D044 9.2 68%
M004 E023 C098 2026-1 D015 14.0 89%

Observa que C145 se repite como llave, pero “Estadistica Aplicada / Economia / Presencial” no se repite en
cada fila.
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Normalizacion vs. desnormalizacion

Desnormalizar significa mantener atributos descriptivos juntos para simplificar el analisis, aun cuando
algunos valores se repitan.

Ejemplo desnormalizado: una dimensién de cursos puede contener departamento y modalidad en la misma tabla.

ID_Curso Curso Departamento  Facultad Créditos Modalidad

C098 Matematica Basica Matematicas Ciencias 3 Presencial
C145 Estadistica Aplicada Economia Ciencias Sociales 4 Presencial
C182 Microeconomia Economia Ciencias Sociales 4 Hibrida
C210 Investigacion | Psicologia Psicologia 3 Hibrida

En un modelo estrella esta desnormalizacion suele ser util porque reduce relaciones y hace el modelo mas
facil de usar.
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Relevancia del Modelo Estrella

Cada objeto visual del informe genera una consulta que filtra, agrupa y resume los datos del
modelo:

1. Filtrar 2. Acotar 3. Resumir

Dim_Cursos — Departamento Dim_Periodos — 2026-1 Fact_Matriculas — numero de

= Economia — -=f matriculas, nota promedio y
asistencia.

Pregunta resultante: “4 Cual fue la nota promedio de los cursos del Departamento de Economia en el periodo
2026-1?”
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Resolviendo el ejercicio

fo=

i
' ACTIVIDADES
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Modelo Estrella - Ejercicio practico

Contexto

El sistema de biblioteca de la universidad necesita consolidar la informacion sobre el uso de sus salas, libros y material de estudio
para analizar la demanda del servicio. Para ello, se requiere diseiar un modelo estrella sencillo que permita saber:

I) qué usuario(estudiante, profesor o personal administrativo) solicita el recurso, Il) qué tipo de servicio se brindd (préstamo de
libro o préstamo de sala), lll) a qué departamento pertenece el usuario, 1V) en qué fecha se brindo el servicio

Instrucciones

1.Ejercicio individual, se daran 10-15 minutos para resolver el ejercicio propuesto

2.Disenfar las tablas necesarias en word 0 a mano

3.ldentificar la tabla de hechos y las tablas de dimensiones. @ _
4.Definir las llaves primarias para cada tabla. —
5.Definir las llaves foraneas para establecer relaciones entre las tablas. @ S—
6.Dibujar el modelo tipo estrella correspondiente al modelo @ =

Se socializaran las soluciones al azar
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Modelo Estrella - Ejemplo de solucion

Tabla de Hechos: Préstamos Dimension: Usuarios

ID_detalle_Prestamo (PK),ID_Prestamo, ID_Usuario (PK), Nombre_usuario, Tipo_usuario,
ID_Usuario (FK), |D_R€CUI’SO (FK), ID_FeCha Departamento_origen

(FK), Dias_préstamo_, Cantidad_prestada,

Estado

Dimension: Recursos Dimension: Calendario

ID_Recurso (PK), Titulo_material, Tipo_material, ID_Fecha (PK), Aho, Mes, semestre,
Categoria trimestre,dia_semana
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Modelo Estrella -

Usuarios

Ejemplo de solucion

Préstamos (hechos)

ID_detalle_Préstamo (PK)
ID_Préstamo ,
ID_Usuario (FK)
ID_Recurso (FK)
ID_Fecha (FK)

ID_Usuario (PK)
Nombre usuario
Tipo_usuario
Departamento_origen
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Dias_prestamo
Cantidad_prestada
Estado

*

1

Recursos

ID_Recurso (PK)
Titulo_material
Tipo_material

Categoria

Calendario

ID_Fecha (PK)
Fecha

Ano
Mes
Semestre




Validar el modelo con IA

Gemini como auditor Prompt sugerido

Pidele que revise el modelo, no que lo

construya desde cero. Debe cuestionar: . _
Actua como revisor de un modelo de datos para Power Bl. No lo

e cardinalidad redisefies todavia. Te voy a describir las tablas que tengo, los PK,
e |llaves Unicas los FK, las relaciones que estableci. Revisa si las PK son unicas, si
e relaciones muchos-a-muchos Iag I:K elstan bleln u_l?lcadasr,] si las relahmones 1d. tlccjanen. sentido y zl
e redundancias e]>c<|ste a gljunallre_amonpmuc %sl—aE—lex.c oS 3 redun anc;:a que pueda
e rutas ambiguas de filtro afectar el analisis en Power BI. Explica cada riesgo y hazme

maximo 3 preguntas antes de proponer cambios.
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Modelo tipo Copo de Nieve



. Qué es un modelo tipo copo de nieve?
Es una variante del modelo estrella en la que una

o méas dimensiones se normalizan y se dividen pi 12-Programa PK ID_Facultad
. * ID_Facultad » Facultad
en tablas relacionadas.

] Dim_Estudiantes
Ejemplo:
PK ID_Estudiante PK ID_Periodo
» ID_Programa \ /

« AR
En vez de guardar Programa y Facultad dentro PK ID Matricula e
de Dim_Estudiantes, se crean Dim_Programas y - ID_Estudiante
Dim_Facultades. « ID_Curso
* |D_Periodo
La tabla de hechos mantiene la misma
PK ID_Curso

granularidad. Lo que cambia es como
organizamos el contexto.

* ID_Departamento

Dim_Departamentos

PK ID_Departamento
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Componentes del modelo tipo copo de
nieve

Tabla de hechos

Sigue siendo el centro del analisis: Dim_Estudiantes Dim_Facultades

Fact_Matriculas. PK ID_Estudiante PK ID_Programa PK ID_Facultad
* |ID_Programa * ID_Facultad * Facultad
» Cohorte * Programa

Dimensiones normalizadas

Algunas dimensiones se separan en Dim Cursos Dim_Departament

niveles: Estudiante — Programa —

Facultad; Curso — Departamento. PK ID_Curso — PK ID_Departamento
* |ID_Departamento * Departamento
» Curso
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Comparacion con el modelo estrella

Modelo estrella Modelo copo de nieve
e Dimensiones desnormalizadas e Dimensiones normalizadas
e Menos tablas y relaciones e Menor repeticion de ciertos atributos
e Modelo mas facil de entender y explorar e Mas tablas y rutas de relacion
e Suele ser la opcion preferida para modelos e Puede ser util cuando la estructura
analiticos en Power Bl jerarquica necesita mantenerse separada

La decision no depende de “qué modelo es mejor”, sino de simplicidad, mantenimiento y necesidades reales de analisis.
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Caracteristicas del modelo Copo de Nieve

Menor redundancia

Algunos atributos jerarquicos
se mantienen en tablas
separadas.

Mas relaciones

Las dimensiones pueden
conectarse en cadena antes
de llegar al hecho.

Mayor complejidad

El modelo exige mas cuidado
con rutas de filtro y
comprension del usuario.

En Power Bl, normalizar no significa automaticamente mejorar el rendimiento.

L

La prioridad debe ser construir un modelo claro, consistente y adecuado para las preguntas que debe responder.
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Desafios del modelo Copo de Nieve en

Power Bl

Carga de mas
tablas

Power Bl carga
mas tablas, lo
que resulta
menos eficaz en
almacenamiento
y rendimiento.
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Columnas
adicionales

Las tablas deben
incluir columnas
para admitir
relaciones,
aumentando el
tamano del
modelo.

Propagacion
de filtros

Las cadenas de
propagacion de
filtros son mas
largas y menos
eficaces.

Experiencia
del usuario

El panel de
campos muestra
mas tablas,
haciendo la
experiencia
menos intuitiva.

Creacion de
jerarquias

No es posible
crear jerarquias
que abarquen
multiples tablas.




Recomendaciones y mejores practicas

e Simplificacion del Modelo: =

Considerar el uso del modelo estrella.

e Optimizaciéon de Relaciones: . o

Reducir la cantidad de tablas y relaciones
necesarias.

e Uso de Jerarquias Internas:

Crear jerarquias dentro de una sola tabla.
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Repaso de temas



Repaso de temas vistos

Definiciones de conceptos Conceptos basicos

Conceptos generales de modelado de datos. Tabla de hechos, dimensiones, relaciones,
cardinalidad, llave primaria, llave foranea.

OLAP vs. OLTP Modelos estrella y copo de nieve

Diferenciacion entre ambos tipos de sistemas. Normalizacion, desnormalizacion y modelo
copo de nieve.
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Tips de modelado de datos



Entender los Requisitos del Negocio

Buena practica Ejemplo
Saber cuales preguntas debe responder el modelo ¢ Cual es la tasa de graduacion de los
de datos. Colaborar entre equipos. estudiantes?
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Mantener la simplicidad

Buena practica

1ed
AW

Evitar complicaciones innecesarias. Usar estructuras
sencillas, como diagramas estrella.

Ejemplo : é
Diagrama estrella de inscripciones de cursos. E

Complejo
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Documentacion

Buena practica

Escribir notas claras sobre cada tabla y sus
conexiones. Mantener un diccionario de datos.

DICCIONARIO

Ejemplo

Nota explicativa sobre una tabla de estudiantes.

Data Driven Decisions




Normalizacion y desnormalizacion

NORMALIZACION VS DESNORMALIZACION
~ . Normalizar e Desnormalizar
Buena practica T -
: : : : =]—>| P (1 | students c Prof
Normalizar los datos para evitar duplicaciones. o = a ':2:"
. . Datos =
Desnormalizar para rapidez en obtener respuestas. Student ——"
— Course Eﬂ g’
EE =2 JD4 - — >> 1D Programa Clases Profesors o
Ejemplo = & 8 &)
—— -:EE g’ Reporte
Tabla normalizada de datos de alumnos vs. tabla Efﬁ T ) 0| |
desnormalizada para reportes rapidos. Hald . ‘|"/‘i"j$
Organizado data | 2 | Informacidn consolidada \> u_ﬂuﬂ
Mens duplicacion Acceso directo —
Lesor d:plicaci()n Menor deI relaciones
» Hita consistencia Résuistos maxidos
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Normalizacion y desnormalizacion

Buena practica

NORMALIZACION DESNORMALIZACION Definir relaciones entre tablas. Asegurarse de que
_ cada tabla tenga identificadores unicos.
g ESTUDIANTES [ cursos 1| REPORTE ESTUDIANTES-CURSOS
q im | Nombre  Apellido §Ip | Titulo  Horas (71D_Estudiante Nombre Apellido {71D_Curso Titulo_Curso
§R101 | Juan | Pérez <——> 10  Matematicas 10 101 I S 10 Vistamt i
102 | Maria Garcia 20 Historia 20 %" 101 S Pérez 20 historia _
[ G 1 Maria ~ Garcia 10 Mateméticas
INSCRIPCIONES n | Ejemplo
{7 ID_Estudiante 7 ID_Curso ., )
8, = 4 Relacion entre estudiantes y cursos.
101 ‘ 20
102 10
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Optimizacion del Rendimiento

B s cti SIN OPTIMIZACION CON OPTIMIZACION
uena pl'aC ICa Tabla indice
o , o Be=e=o=)e ’@ :
Usar indices para busquedas rapidas. Dividir tablas (g,, H‘— 8o 2
grandes. (SEmME0 |g, @
@g_ [e=, “Je=)e:) 8-
Ejemplo (o= e X/ J  [@F) indice ~ Busqueda  Resultado
C _ o 0= |[@=7¢ \ ‘ 3 (! > S ot crang R—
Indice en tabla de inscripciones para buscar S [gﬂ el
estudiantes rapidamente. WCSCE H ‘@ J"[gﬂ rabe1 ;
(o= e=_)s=e=J85) @¢ —> )
e=e=_Je=)e=) N\ =
@ (& > ‘ i Tabla Grande ‘ =
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Pruebas y validacion

Buena practica

Revisar que los datos sean correctos y completos.
\/ Hacer pruebas de funcionamiento y velocidad.

OPTIMIZED

Ejemplo

Prueba de consistencia de datos de inscripcion.
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Gobernanza de datos

Buena practica

e Implementar politicas de calidad y seguridad de

datos. T ADMINISTRADOR
e Definir roles y responsabilidades.
Ejemplo

Politicas de manejo de datos de estudiantes.

USUARIO ACADEMICO

ANALISTA DE DATOS \§9

Data Driven Decisions




Ejercicio practico de modelado de
datos



Ejercicio: PUCP

Contexto

La PUCP desea analizar el comportamiento
historico de las matriculas en sus programas,
sedes y periodos, disefiando un modelo
dimensional para Power Bl. Cada matricula es un
hecho medible asociado a un estudiante, un
programa y una fecha; algunas dimensiones deben
normalizarse por la estructura organizacional
compleja de la universidad.
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Condiciones de negocio

Un estudiante se matricula en un programa; cada
programa pertenece a un departamento; cada
departamento forma parte de una institucion; cada
estudiante tiene sexo, fecha de nacimiento y
municipio; cada municipio es independiente de la
estructura académica; cada matricula ocurre en un
dia agrupable por mes, trimestre, ano y periodo.




Ejercicio: PUCP - Tablas (1/2)

01 02

Tiempo Matricula
ID_Fecha, Dia, Mes, Ano, Trimestre, Periodo. ID_matricula, Cant_Matriculados.

03 04

Estudiante Sexo

ID_Estudiante, Nombre, Apellido, ID_Sexo, Descripcion.
Fecha_Nacimiento, Municipio.
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Ejercicio: PUCP - Tablas (2/2)

05 06

Municipio Programa
ID_Municipio, Municipio. ID_Programa, Nombre Programa, Nivel.

07 08

Departamento Institucién

ID_Departamento, Nombre_ Departamento. ID_Institucion, Nombre_ Institucion,
Tipo_Institucion.
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Modelo propuesto

dim_saxo dio_institucion
D_sexo NT D_institucion T
dim_estudionte -
pck TRING 2 STRIN
— e D_estudiante A e
1D_estudiant INT S0 STRING
nombre STRING
apeitido STRING
dim_municipio fecha_nacimientpDATE
! f —_— —
D_municipio INT I ID_sexo INT dim_departamenta
wmbre_municipio | STRING 10_municiplo 'wr —1 7',0 deporiomert INT
eportomento | STRING
ID_Institucion INT
Jact_moticuos ‘
N
STRING
STRIN
N

aim_rflempo
10 tiempo I
dia INT
me INT
iu W INT
| trimestr INT
Ip do STRING

Diagrama ER del modelo dimensional propuesto para el caso de la PUCP: fact_matriculas conectada a dim_estudiante, dim_sexo,
dim_municipio, dim_programa, dim_departamento, dim_institucion y dim_tiempo.
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Recordatorio de Mentorias

iConectate!

Inicio de las sesiones

Por favor, asegurate de conectarte puntualmente a tu sesién de mentoria en el horario asignado
a tu equipo.

El cumplimiento del horario es fundamental para aprovechar al maximo el espacio de asesoria
con tu mentor.
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Evaluacion de la Sesion

1
T R

:' -'ﬁ._'-:r.-.__

https://docs.google.com/forms/d/e/1FAlpQLSefDWVWiRfgM
uFD1mJMU3xsePBLH3zG-sga1nLQpqgBigGBwyA/viewform
?usp=dialog
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Fin Sesion 6



La transformacion digital P lan

Estratégico
Institucional

es parte de nuestro

Conoce mas



